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WSTEP

Rynki terminowe dla towaréw i walut graja wazng rol¢ w dzisiejszym $wiecie finansow
mi¢dzynarodowych poprzez dawanie uzytkownikom mozliwosci minimalizowania ryzyka albo handlowania w
celu generowania dochodu czy maksymalizacji zysku. Kontrakty Futures dla metali szlachetnych takich jak Ztoto
s3 uzywane przez organizacje korzystajace ze ztota w procesie produkcji, jak rowniez przez instytucje finansowe
w celu zarzadzania ryzykiem dzigki udowodnionej negatywnej korelacji pomi¢dzy ceng metalu a zmiennoscia

rynku.

Niedawne postgpy w algorytmach uczenia maszynowego zdobyly szerokie uznanie w niektorych
gateziach przemystu, ale ich zastosowanie do rynkéw terminowych nie jest obszernie omoéwione w literaturze
naukowej. Tworzenie modeli statystycznych przewidujacych ceny towarow i uzycie ich w handlu jest zwykle
limitowane do doméw handlowych, ktére nie udostepniaja wickszosci swoich badan jako sposob zachowania

przewagi konkurencyjne;j.

Nauzer Balsara moéwi w swojej ksigzce o handlu derywatami, Money Management Strategies for
Futures Traders ': “Sygnal kupna jest generowany, kiedy krotsza z dwoch ruchomych $rednich przekracza
dhuzsza; sygnal sprzedazy jest generowany, gdy krotsza ruchoma $rednia spada ponizej dluzszej ruchome;j
sredniej”. Nastepnie dodaje ,,Uzbrojony w tg informacj¢, handlarz moze oszacowa¢ warto$¢ odciecia, poza ktorg

jest niskie prawdopodobienstwo, ze niezrealizowana strata bedzie odzyskana i handel zakonczy si¢ zyskownie.”

Niektorzy badacze ? eksperymentowali z przewidywaniem cen derywatow ropy uzywajgc Convolutional
Neural Network (CNN). Ich badania pokazuja, ze CNN produkuje lepsze rezultaty niz tradycyjne modele
ekonomiczne, ale nie wystarczajaco celne, zeby byly przydatne. Dziej¢ si¢ tak z powodu ztozonych nieliniowych
charakterystyk zwigzkow wychodzacych od ,,wielu ztozonych naturalnych, ekonomicznych i politycznych

czynnikéw”. Nie znaleziono podobnych badan zwigzanych z derywatami zlota.

Wszystkie nie-akademickie zrodta dla handlarzy sugeruja uzywanie maksymalnej dozwolonej straty dla
handlu podczas spekulacji na nowych trendach. Nie ma jednak Zzadnej koncepcji ,,minimalnej granicy zysku”, czy
minimalne;j ilosci czasu w jakim kontrakty sa przewidywane do utrzymania si¢. Autor sugeruje, ze stworzenie
tych nowych metryk i statystyczne obliczanie prawdopodobienstwa zysku moze ulepszy¢ strategie handlowe
poprzez ignorowanie niektorych handlow na podstawie sygnatow, albo lokowanie na nie mniejszej ilosci kapitatu

czy eksplorowanie nisko ryzykownych strategii takich jak strategia kalendarzowa.

Stowa Kluczowe:

Derywaty, Rynki Terminowe, Algorytmy, Uczenie Maszynowe, Sieci Neuronalne, Autoencodery, Bayesian

Structured Time Series, Krotkoterminowe przewidywanie trendéw, Przewidywanie cen terminowych.

! Balsara, Nauzer. (1992). Money Management Strategies for Futures Traders. New York: John Wiley & Sons, Inc.
2 Luo, Z.; Cai, X.; Tanaka, K.; Takiguchi, T.; Kinkyo, T.; Hamori, S. Can We Forecast Daily Oil Futures Prices? Experimental
Evidence from Convolutional Neural Networks. J. Risk Financial Manag. 2019, 12, 9.



CEL BADAN

Celne przewidywanie Derywatow Ztota, jednego z najbardziej aktywnie handlowanego towaru na
$wiecie, zawsze byto wazne dla naukowcow i handlarzy. Autor recenzuje rozwdj rynku terminowego i strategii
handlowych oraz techniki statystyczne tradycyjnie uzywane w prognozowaniu. Kilka dobrze znanych modeli,
takich jak Black-Scholes zawiodlo handlarzy i rynki podczas kryzyséw finansowych w roku 2009, wigc
stworzenie i wykorzystanie nowych podejs¢ jest krytyczne w celu podniesienia pewnosci uzytkownikow

derywatow co do cen i procedur.

Badanie ma celu odpowiedzie¢ na pytanie ,,Czy uzycie danych stworzonych z historycznych cen moze
zwigkszy¢ zyskowno$¢ spekulacji przyszlych trendow wzrostowych?”. Analiza buduje modele uczenia
maszynowego, ktore moga by¢ wykorzystane do przysztych transakcji. Testowana jest moc predykcyjna modeli i
stworzone zmienne. Modele moga by¢ testowane na innych kontraktach Futures i dostosowane odpowiednio w
celu dywersyfikacji transakcji i zwigkszania ich ilosci. Hipoteza jest, ze stworzone dane mogga pomoc

zidentyfikowaé¢ 90% udanych transakcji z ponad 50% celnoscia.

Autor ewaluuje wydajnos¢ algorytmow uczenia maszynowego podczas identyfikacji formacji nowych
trendow wzrostowych w cenach Derywatow Zlota na samym ich poczatku. Wykorzystanie metodologii uczenia
maszynowego pokazuje niedobor relacji liniowych pomigdzy historycznymi cenami i ewolucjg nowych trendow.
Modele “Black Box”, takie jak Sieci Neuronalne i Autoencodery pozwalaja handlarzom i analitykom na

klasyfikacj¢ obserwacji w sposob, ktory moze by¢ wykorzystany do podjecia decyzji w handlu derywatami.

OBIEKT BADAN

W sektorze finansowym kontrakt Futures jest typem transakcji pochodnej, ktora zaistniata jako prawna
umowa o sprzedaz badz kupno instrumentu bazowego za poprzednio okreslong cen¢ (cen¢ wykonania) w
okreslonym terminie (data wykonania). Kontrakty Futures wykonuja transakcje uzywajac instrumentow

bazowych, ktorymi zwykle sg dobra albo instrumenty finansowe?.

Wszystkie operacje zwigzane z kontraktami Futures sa negocjowane na specjalnych gietdach zwanych
gietdami Futures ktore dziatajg jako rynki dla sprzedajacych i kupujacych. Pierwsze sa nazwani dysponentami
pozycji krotkiej (short position holder), drugie: dysponentami pozycji dtugiej (long position holder). Istnieje
pewne ryzyko, ze strona umowy zdecyduje si¢ rozwigzac ja, albo anulowag, jezeli wynegocjowane ceny nie beda
dla nich korzystne. Z tego powodu warunkiem realizacji transakcji jest zdeponowanie rezerwy wartosci kontraktu
u neutralnej trzeciej strony. Dla przyktadu, w transakcjach Futures Zlota, rezerwa wynosi pomigdzy dwa i

dwadziescia procent?.

Swoje poczatki Futures ma w 1972 roku, gdzie byly gldwnie uzywane do negocjacji cen produktow

rolnych. W po6zniejszych latach byty gtéwnie uzywanie w transakcjach surowcow naturalnych, takich jak ropa.

3 Chew, D. H. Corporate Risk Management. Columbia University Press, 2008. p. 23
4Valdez, S., An Introduction To Global Financial Markets (3rd ed.). Basingstoke: Macmillan Press, 2000. p. 34-36



Z czasem, ten typ kontraktow rozwinat si¢ i dzisiaj operuja na instrumentach bazowych takich jak

waluty, stopy procentowe i akcje, ktore odgrywajg duzg role w ogdlnym rynku Futures®.

Oryginalnie, gldownym celem kontraktow Futures bylo ztagodzenie ryzyka zwigzanego z cenami i
ruchem kursu wymiany poprzez pozwalanie stronom na ustalenie cen lub oszacowanie transakcji, ktore miaty
by¢ sfinalizowane w pdzniejszym czasie, z wyprzedzeniem. Byly pomocne, kiedy strony oczekiwaty ptatnosci z

g6ry, w obcych walutach.

Strategie Handlu Futures

Z szerokiego wachlarza strategii omawianych w literaturze i opisywanych w badaniu zostaly wytonione

dwie w celu dalszej eksploracji i uzyciu w polaczeniu z zaproponowanymi modelami:

e Swing Trading — z tym podejsciem, Inwestor celowo zostawia transakcje otwarte na koncie przez okres
wigcej niz jednego dnia, czasami znacznie dluzej (czasem nawet kilka tygodni). Swing Trading zaktada
wykorzystanie “wachadet”, wyraznie zaznaczonych cz¢$ci wykresu. W zasadzie jest uzywana z
wigkszymi przedziatami, dziennymi czy tygodniowymi. Inne zasady to zasady zarzadzania kapitalem,
optymizacja strat i zyskow.

e Strategia kalendarzowa (Calendar Spread) — rownie wazne jest zdefiniowanie strategii kalendarzowej w
terminach czgsto uzywanych na rynku Futures. Jest rowniez znana jako intracontract, intracommodity,
intermonth albo time spread (rozklad czasowy) i zawiera kupowanie tej samej ilosci przeciwstawnych

kontraktéw wygasajacych w réznych miesigcach.

PROPONOWANE ROZWIAZANIA

Proponowana Strategia

Powszechna strategia na otwarcie pozycji dlugiej w zlocie zostata stworzona poprzez studiowanie
zwigzkow migdzy ruchomymi $rednimi réznych dtugosci przed wytworzeniem si¢ nowych trendow. Kiedy
ruchoma $rednia z 4 dni przecina $rednig z 9 dni podczas wzrostu, moze wytworzy¢ si¢ nowa pozytywna

anomalia w nastgpnych dniach. Dzien, kiedy to si¢ zdarza jest dalej zwany dniem sygnatu.

Transakcje otwiera si¢ w cenie rynkowej w dzien sygnatu z celem utrzymania kontraktu przez szes¢ lub
wigcej dni, jezeli wystapi trend wzrostowy. Minimalny cel zysku jest mierzony poprzez usrednienie roznicy
miedzy wysoka i niska ceng dzienng przez ostatnie 9 dni. Ta sama miara jest uzywana do okreslenia
maksymalnej straty z transakcji i jest uzywana do zamknigcia pozycji w ciagu pierwszych szesciu dni, jezeli jest
taka koniecznos¢. To podejscie jest srednio zyskowne, jako ze w ~30% przypadkéw materializuje si¢ nowy trend

wzrostowy ze $rednim zyskiem bedacym znacznie wyzszym niz §rednia strata.

5 Chew, Donald H. op. cit., 2008, p 26



Cel Badania

Autor chcialby udoskonali¢ to podejscie i stworzy¢ probabilistyczny model, ktory moze by¢ uzywany
jako wskazowka ryzyka proponowanych handléw w momencie wejscia na pozycje. Model powinien zawieraé
dostepne historyczne ceny, ilo$¢ i tendencje rynkowe, ktore moga by¢ zaczerpnigte z dostgpnych zmiennych. Sa
to impet zmiennych dla r6znych dtugosci czasu, proporcje aktualnej ceny do maximum i minimum w okresach
czasu i inne wskazniki techniczne uzywane przez handlarzy. Autor chce zbada¢ moc predykcyjng tych wtoérnych

zmiennych i stworzy¢ metody wcielajace dane w proces zarzadzania decyzyjnego[decyzjamil].

Celem jest zdeterminowanie czy wtorne historyczne zmienne moga lepiej przewidywa¢ nowe trendy
wzrostowe w Futures Ztota i zwigkszy¢ zyskownos$¢ tych inwestycji. Wyniki tego badania pomoga handlarzom
lepiej zrozumie¢ moc predykcyjng wtornych zmiennych i pomoga z decyzjami o wchodzeniu na pozycje i
lokowaniu kapitatu. Funkcje modelu zostang zaprojektowane na podstawie dostgpnych danych Futures Ztota. To
badanie bedzie odkrywa¢ zwigzek migdzy historycznymi cenami i cenami Futures dla dat z ustalonymi

kryteriami.
Zmienne i zakres

Dla tego badania, autor brat pod uwagg tylko daty, w ktorych zdarzylo si¢ krzyzowanie 4 i 9-cio
dniowych ruchomych $rednich. Ceny z 6 dni po przecigciu uzywane sa w celu klasyfikacji, ktore transakcje

osiggnety minimalny prog zysku. Jezeli cena jest ponad progiem zmienna zalezna wynosi 1, inaczej wynosi 0.

Dostepne dzienne ceny od 1975 roku zostaty wydobyte z Barchart.com uzywajac API:

e Cena otwarcia

e Cena wysoka

e Cena niska

e  Cena zamknigcia

e Liczba transakcji (Volume)

e Liczba otwartych kontraktow (Open Interest)

Funkcje danych zostaly stworzone dla zmiennych niezaleznych poprzez kalkulacj¢ réznych typow
impetow dostgpnych zmiennych i proporcji ostatnich znanych cen do minimum i maximum réznych dtugosci

czasu. Ponizej sg grupy zaprojektowanych w oparciu o funkcje, niezaleznych zmiennych:

e  Tempo zmiany (momentum, impet) dla wszystkich dostgpnych zmiennych uzywajac 1, 4, 9, 15, 30 i
60 dni i jego $redniej ruchomej uzywajac 4, 9, 15, 30 1 60 dni

e Tempo zmiany (momentum, impet) dla ceny zamknigcia wazonej przez Open liczbe transakcji,
otwartych kontraktow i oba. Jego ruchoma $rednia uzywajac 4, 9, 15, 30 1 60 dni

e  Stosunek ceny zamknigcia do minimum I maximum ceny zamkniecia w ostatnich 4, 9, 15, 30, 60,
90, 180 1 360 dniach

e  Stosunek ceny zamknigcia do Wstegi Bollingera i jej ruchomej $redniej dla 4, 9, 15, 30, 60 1 90 dni

e Dzienna réznica mi¢dzy ceng kontraktu Futures i fizycznym ztotem i jej ruchoma $rednia dla 4, 9,

15, 30, 60 i 90 dni



Metody Modelowania

Po pierwsze, oceniana jest binarna dystrybucja w celu sprawdzenia czy jakiekolwiek z algorytmow

uczenia maszynowego moze da¢ wynik odpowiedni dla zaproponowanej strategii. Metody uzyte:

e Regresja Logistyczna (Logistic Regression)

e Drzewa Decyzyjne (Decision Trees)

e Las Losowy (Random Forest)

e Wzmocnienie Gradientowe (Gradient Booster Classifier)

e  Sie¢ Neuronowa (Neural Network)

Po drugie, podejscie szeregu czasowego, uzywajac strukturalnych modeléw szeregdw czasowych jest

zdefiniowany przez dwa réwnania. ROwnanie obserwacyjne [indeksujace?] wiaze zaobserwowang dang y; do

wektora zmiennych ukrytych a; znanych jako stan
pu— T
4 7z OtC P E z-

Rownanie obserwacyjne opisuje jak stan ukryty ewoluuje w czasie.

o1 = Tro + Ry,

Terminy btedow Ei ¢ sa funkcjami Gaussa i niezalezne od wszystkiego innego. Macierze Z:, Thi

R; sa parametrami strukturalnymi. To podejécie jest rozwazane z powodu dostepnosci dobrze rozwinietych

algorytmoéw MCMC dla inferencji Bayesowskiej z parametrami zaleznymi od czasu (paczka BSTS R).

BADANIA EKSPERYMETNALNE
Model bazowy

Badanie wykorzystuje struktur¢ Knowledge Discovery and Data Mining (KDD), zilustrowang ponize;j.

Pre- Trans- Data Interpretation/

Selection @ processing s formatlon Mlnlng -Evaluatlon N/
e |l —

Target Preprocessed Transformed Patterns Knowledge
Data Data Data

Data

Rysunek 1. KDD Framework

Struktura zaktada znalezienie zrodta danych, przetwarzanie wstgpne i transformacje danych, nastepnie
analiza opisowa i modelowanie, na koncu interpretacja wynikow. Najlepsze wyniki prowadza do wiedzy, na

podstawie ktorej mozna dziala¢. Wszystkie kroki opisane sag w ponizszych sekcjach.



Opis Danych

Barchart Inc. zostat zidentyfikowany jako potencjalne zrodlo. Ich darmowe oprogramowanie API
zostato uzyte do pobrania wstgpnych danych. Zawieraty one ponad 11,000 dziennych obserwacji cen Futures
ztota jak réwniez ilo$§¢ transakcji 1 otwartych pozycji z podzialem na poszczegoélne dni. Kazdy dzien ma 4 punkty
cenowe: otwarcia, niska, wysoka i zamknigcia. Dane zostaty pobrane w ustrukturyzowanych arkuszach uzywajac

interfejsu R. Ceny punktowe dla zlota zostaty pobrane oddzielnie z tego samego zrodta i wigczone do danych.
Tworzenie zmiennej zaleznej

Uzycie monitorowanych algorytmow uczenia maszynowego wymaga posiadanie dla kazdej obserwacji
zmiennej zaleznej jako miary wyniku i zmiennych niezaleznych jako predyktoréw. Dane ceny dziennej zostaly

uzyte do stworzenia zmiennych zaleznych i niezaleznych.

Srednie ruchome ceny zamknigcia zostaty obliczone uzywajac okresow 9 i 4 dni, nastepnie dokonano
kalkulacji r6znicy pomigdzy nimi uzywajac krotszej sredniej jako bazy. Wszystkie obserwacje, w ktorych réznica
zmienita si¢ na pozytywna z negatywnej poprzedniego dnia zostaly zidentyfikowane jako Data Sygnalu. Dzienna
miara zmiennosci zostata wybrana jako $rednig réznica pomigdzy wysoka i niska ceng dla 9 dni. Ta miara zostata
uzyta do okreslenia minimalnego zysku i maksymalnej dopuszczalnej straty z transakcji. Ona zostata dodana do
ceny zamknig¢cia w poszczegodlnej dacie sygnatu. Cena Celu zostata obliczona poprzez dodanie celu minimalnego
zysku do ceny zamknig¢cia w dacie sygnatu. Ta wyliczona cena Celu zostata nast¢pnie poroéwnana z faktyczna
ceng zamknigcia w 6 dniu od daty sygnalu. Jezeli cena rzeczywista byta ponad ceng Celu to transakcja byta
traktowana jako zyskowna i zmienna zalezna byta kodowana jako 1. Jezeli warunek nie byt spelniony, zmienna

zalezna kodowana byta jako 0.
Tworzenie zmiennych niezaleznych

Wsrod handlarzy i analitykéw popularne jest uzycie Rate of Change (ROC), znane réwniez jako
Momentum, do zdefiniowania trendéw w cenach i decyzjach rynkowych. Majac tego swiadomo$¢, ROC zostato
obliczone dla wszystkich zmiennych uzywajac popularnie wykorzystywanych okresow 1, 4, 9, 15, 30, 90, 180 i
360 dni. Te nowe zmienne zostaty uzyte do stworzenia $rednich ruchomych dla nich. Dla zmiennych cenowych
zostaly rowniez obliczone wazone $rednie ruchome uzywajac liczby otwartych kontraktow oraz transakcji jako

wag.

Dodatkowe funkcje zwigzane z potencjalnymi poziomami oporu cenowego i nastroju rynkowego zostaty
stworzone:

e  Stosunek ceny zamknigcia do minimalnej i maksymalnej ceny okreséw roznej dtugosci: 9, 30, 60,
901 180 dni.

e Dzienne réznice migdzy cenami Future zamknigcia i punktowe ceny zlota i jego ruchome $rednie

dla4,9, 15, 30, 60 i 90 dni.

Lacznie, 163 zmienne niezalezne zostaty stworzone i dotaczone do zmiennych zaleznych. Z powodu

braku pewnych danych i fakt, ze niektore ze zmiennych niezaleznych nie daty si¢ obliczy¢ dla pierwszego roku



dostepnych danych, 634 z dostgpnych 650 obserwacji zostato wybranych do analizy. Zostaly rozdzielone do

zestawow Training i Testing uzywajac stosunku 70/30.

Modelowanie
Analiza Opisowa

Struktury Weight of Evidence (WOE) I Information Value (IV) zostaty uzyte do analizy eksploracyjnej i
odsiewu zmiennych dla klasyfikatora binarnego, bedacego zmienng zalezng. Wedtug Kim Larsen ® WOE i IV

pozwalaja na:

e Wazigcie pod uwage niezaleznej kontrybucji do wyniku kazdej zmienne;.
e Wykrycie liniowych i nie-liniowych zaleznosci.
e Rankingowanie zmiennych w kategoriach “jednowymiarowych” sit predykcyjnych.

e Wizualizacj¢ korelacji migdzy zmiennymi prognozujacymi i wynikiem binarnym.

WOE i1V graja dwie rézne role podczas analizy danych:

e  WOE opisuje zwiazek migdzy predyktorem i zmienng celu binarnego.

e IV mierzy sif¢ tego zwiagzku.

Uzywajac zbioru danych Testing, WOE i IV zostaly obliczone. Ponizsza tabela przedstawia 12 najwyzszych
zmiennych na podstawie I'V. Ich dystrybucja sugeruje nie-liniowy zwigzek mi¢dzy zmiennymi zaleznymi i

niezaleznymi.

6 Larsen, Kim. (2016, April 07). Uplift Models: Optimizing the Impact of Your Marketing. Retrieved July 15, 2019, from:

https://www.predictiveanalyticsworld.com/sanfrancisco/2016/uplift modeling.php
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W celu zrozumienia czy ten sam wzor pojawia si¢ w zbiorze danych Testing, Net Weight of Evidence

(NWOE) i Net Information Value (NIV) zostaly obliczone poprzez deaferentacjc WOE i IV zbiorow danych

Testing i Training. Ponizsza tabela przedstawia 10 najwyzszych zmiennych na podstawie NIV. Z grafow wynika

ze predykcyjna wartos$¢ zmiennych w Testing jest o wiele mniejsza od oryginalnych wartosci obliczonych ze

zbioru danych Training. Koncowy NIV jest mniejszy niz potowa poczatkowo oczekiwanej wartosci. To sugeruje,

ze wnioski ze zbioru Training mogg nie zosta¢ zwalidowane oraz, ze lepsze wyniki moga zostac¢ osiagnigte z

modeli nienadzorowanych takich jak Sieci Neuronalne.



Cluster Variable \% PENALTY AdjlVv v

62 45 mom.49d.ma30cl 0.21430317 0.12541399 0.0888891803
52 35 mom.90.180.ma30cl 0.24042815 0.15998139 0.0804467672
76 59 cl.max15 0.27075677 0.22341167 0.0473450940
72 55 cl.max60 0.09868773 0.05796630 0.0407214349
29 19 moml5c9ma 0.17362132 0.13898644 0.0346348816
74 57 cl.max30 0.13911815 0.10484595 0.0342722027
69 52 ¢l.minl180 0.12282260 0.08897672 0.0338458741
131 91 ma.fut.spot9d 0.17035145 0.13852668 0.0318247693
130 90 ma.fut.spotl5d 0.24107789 0.21012616 0.0309517249
139 94 momlc 0.06906315 0.03937413 0.0296890180

Tabela 3. 10 zmiennych z najwigksza AdjIV

Wyb6r zmiennych

Zmienne niezalezne zostaly stworzone z wysokimi poziomami korelacji, jako ze te same oryginalne
zmienne zostaty uzyte w rozny sposob, z oczekiwaniem, ze niektore z nich mogg mie¢ marginalnie lepsze moce
predyktywne niz inne. Wysoki poziom korelacji powoduje problemy z wigkszoscia nadzorowanych MAL-6w,

wig¢c musiata zosta¢ wykonana redukcja wymiarowa.

W celu osiggnigcia tego i wybrania najbardziej uzytecznych predyktorow, dokonano klastrowania
zmiennych, uzywajac poprzednio wyliczonego IV. Podzielito to zmienne we wzajemnie wykluczajace si¢ zbiory

takie jak:

e Korelacje migdzy zmiennymi przypisanymi do tego samego zbioru sg zmaksymalizowane.

e Korelacje migdzy zmiennymi w rdznych zbiorach sa zminimalizowane.

Uzywajac roznych poziomoéw odcigcia dla korelacji zmiennych zostaly stworzone 2 zbiory danych:

e 24 zmienne z korelacja ponizej 0.8, najbardziej dopasowane do algorytméw czutych na wspotliniowose
takich jak regresja i drzewa
e 123 zmienne z korelacja ponizej 0.92, najbardziej dopasowane do algorytmow nie czulych na

wspotliniowos$¢ takich jak Sieci Neuronalne (NN)

Regresja Logistyczna

Binarna Regresja Logistyczna jest typem regresji, w ktorej binarna zmienna odpowiedzi jest zwigzana z
zestawem dyskretnych albo ciaggtych zmiennych wyjasniajacych. Zostata przetestowana z dwudziestoma
czterema zmiennymi wyjasniajacymi, pomimo analizy eksploracyjnej niedajacej pobudek do istnienia zwiazku
liniowego. Najlepszy model mial trzy znaczace zmienne i nie udato mu si¢ przewidzie¢ wigcej niz 2% jako “1”

w Training i Testing.



Uzycie Regresji Logistycznej zostato rozszerzone poprzez uzycie Principal Components (PC) od stu
dwudziestu trzech zmiennych i Regresji Regularyzowanej, ktora penalizuje wspotczynniki niedodajace zadnej
wartosci. Tylko jeden z osiemnastoma PC, ktore wyjasniaty 80% wariancji zostalo wybrane jako znaczace.
Wszystkie wspotczynniki zostaly sthumione do “0” w regresji Regularyzowanej. Zaden nie przewidziat ponad 3%

jako “1” w Testing i Training.
Drzewko Decyzyjne

Drzewko Decyzyjne CART jest metodologia klasyfikacji typu, w ktdrej drzewo jest tworzone przez
rekurencyjne partycjonowanie danych i dopasowanie modelu predykcyjnego wewnatrz kazdej partycji. W celu
unikni¢cia ponad-dopasowania, minimalny podziat zostal ustawiony na 20 w tym badaniu; drzewo rozdzieli si¢
tylko kiedy jest co najmniej 20 obserwacji w kazdej gatezi. Rezultat byt obiecujacy w etapie Training z 29%
obserwacji przewidywanych jako “1” z celno$cig 74%. Nie powtorzylo si¢ to w zbiorze Ing, z celnoscia
predykcji “1” spadajaca do 30% zgodnie z randomowym wyborem. Ten rezultat byt oczekiwany, na podstawie
réznicy migdzy WOE i IV pomigdzy zbiorami danych Training i Testing.

Las Losowy

Las Losowy jest metodom zbioru, ktora konstruuje wiele drzewek decyzyjnych i wytwarza jedno
drzewo, ktore jest modelem indywidualnych drzewek. Ilo$¢ skonstruowanych drzew zostata ustawiona na 200, z
powodu relatywnie matego zbioru danych. R6zne wartosci maksymalnej gt¢bokosci od 2 do 15 zostaty
przetestowane i, bazujac na najlepszej 5-cio krotnej walidacji krzyzowej, drzewo z glebokos$cig ustawienia
wynoszaca 5 poskutkowato w 29% predykeji jako “1” z 87% celnoscia. Podobnie do CART ten wynik

przywrocit 28% celnos¢ z 30% obserwacjami przewidzianymi jako 1.
Wzmocnienie Gradientowe

Wzmocnienie Gradientowe (GB) jest metodom zbioru, ktora produkuje model predykcyjny w formie
stabych modeli predykcyjnych, typowo drzew decyzyjnych. Model schodzi po kolejnych stadiach, dopoki nie
znajdzie optymalnej warto$ci dla wspotczynnikow. Podobnie jak Las Losowy, ilo$¢ drzewek zostata ustawiona
na 200 z ré6znymi ustawieniami glgbi. W przeciwienstwie do Lasu Losowego, tempo uczenia byto wymagane dla
procesu wzmocnienia. Rozne ustawienia glebi i tempa uczenia zostaly wyprobowane, jednakze zadne z nich nie
zdotaty przewidzie¢ jakiejkolwiek “1” w Training. Wzmocnienie Gradientowe zostalo wigc odrzucone jako

opcja.
Sieci Neuronalne

Sieci Neuronalne (NN) sg systemem komputerowym bazujacym na kolekcji jednostek albo weztow,
zwanymi sztucznymi neuronami. Rysunek 4. Perceptron wielowarstwowy (MLP) jest typem NN sktadajacym si¢

z co najmniej trzech warstw: wejscia, wyjscia i przynajmniej jednej warstwy ukrytej. MLP uzywa nadzorowane;j
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techniki uczenia zwanej ,,backpropagation for training””’. Jego rézne warstwy i nie-liniowe funkcje aktywacyjne

pozwalajg mu na rozroznienie, danych ktore nie sg linearnie rozdzielne®,

INPUT HIDDEN OUTPUT
LAYER LAYER LAYER

Rysunek 4. Diagram typowej sieci neuronalnej

MLP z ilo$cig warstw pomigdzy jeden i sze$¢ zostaty przetestowane z roznymi funkcjami aktywacyjnymi dla
warstw. Najlepsze rezultaty dla zbioru danych z stu dwudziestoma trzema zmiennymi zostaly wyprodukowane
przez model z trzema ukrytymi warstwami oraz funkcja aktywacyjng Rectifier Linear Unit (ReLU). Tabela
4.3.7.2. Rezultatem byta celno$¢ ponad 50% w identyfikacji “1” w bazach Training i Testing. Ogolny procent
zidentyfikowanych “1” byl niski, w obu przypadkach pomigdzy 11% i 14%. Obnizanie odcigcia
prawdopodobienstwa nie pomoglo, jako ze zmigkczenie przewidzianego “1” byto towarzyszace spadkowi

celnosci do poziomowych Wyboru Losowego.

. Testing Training
Zdarzenie
(Wybor Losowy) Przewidywane “0” Przewidywane “1” Przewidywane “0” Przewidywane “1”
(Doktadno$¢ %) (Doktadnos¢ %) (Doktadnos¢ %) (Doktadnos¢ %)
0 (70%) 132 (76%) 11 280 (73%) 24
1 (30%) 41 17 (61%) 104 25 (51%)
Przewidywany
. 84% 14% 89% 11%
% od catosci

Tabela 5. Macierz btgdu sieci neuronalnej z 123 zmiennymi

7 Goodfellow, Tan; Bengio, Yoshua; Courville, Aaaron (2016) Deep Learning. MIT Press. p. 196.

8 Cybenko, G. 1989. Approximation by superpositions of a sigmoidal function. Mathematics of Control, Signals, and Systems,
2(4), 303-314.
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Model z tymi samymi parametrami zostat wytrenowany uzywajac zbioréw danych z 24 zmiennymi.

Zyskal rezultat nieco gorszy w kwestii celnosci predykeji 1; jednakze przewidzial znacznie wigcej ich w

zestawach Training i Testing. Celno$¢ wynosita 55% dla Training i 43% dla Testing z proporcja przewidzianego

“1” wynoszacg 19% i 21%.

Testing Training
Zdarzenie
(Wybor Losowy) Przewidywane “0” Przewidywane “1” Przewidywane “0” Przewidywane “1”
(Doktadnos¢ %) (Doktadnos¢ %) (Doktadnos¢ %) (Doktadnos¢ %)
0 (70%) 115 (74%) 24 267 (76%) 37
1 (30%) 41 18 (43%) 83 45 (55%)
Przewidywany
. 79% 21% 81% 19%
% od catosci

Dazac do dalszych ulepszen, inne typy NN zostaly przetestowane z modelem Deep Learning (DL),

Tabela 6. Macierz bfedu sieci neuronalnej z 24 zmiennymi

dajac interesujace rezultaty. Proces, zwany autokodowaniem, przedstawionym na rysunku 6, czgsto uzywany dla

detekcji anomalii. Jest to symetryczna feedworward Sie¢ Neuronowa z celem rekonstrukcji swoich wej$¢ zamiast

predykcji wartosciu celu. Dla tego badania, uzyto modelu z baza danych Training sktadajacego si¢ tylko z

obserwacji, w ktorych zmienna zalezna wynosita 0. Zostat potem wytrenowany wej$ciami rownymi wynikom w

celu nauczenia si¢ jak wyglada ,,normalny” proces. Potem, “1” z setow Training i Testing zostaty wprowadzone

do modelu i zostaly zmierzone ich granice biedu.

Ponizej znajduje si¢ rekonstrukcja btedow z podziatem na klase dla Autoencodera z czterema gestymi

ENCODER

Input Layer

]

Output Layer

DECODER

Rysunek 7. Diagram Typowego Autoencodera

warstwami i dwudziestu czterema zmiennymi.
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Reconstruction Error by Class
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Rysunek 8. Btad Rekonstrukcji Autoencodera z 24 zmiennymi

Najlepsze wyniki z tego modelu osiagnigte zostaly uzywajac odcigcia Btedu Rekonstrukcji o wartosci
0.02. Prawie 20% obserwacji lezalo ponizej linii odcigcia z proporcja “1” wynoszaca tylko 8%. Wciaz miat 35%
celno$ci w rozpoznawaniu “1” w pozostatem populacji, ale celno$¢ rozpoznawania “0” ponizej linii jest najlepsza

znaleziona w tej analizie.

Ocena wydajnos$ci modeli:

Posrod wszystkich metod klasyfikacji, tylko Sieci Neuronowe wyprodukowaty rezultaty z celno$cia
indentyfikacji “1” wicksza niz 40%, podczas predykcji 20% obserwacji jako “1” i celno$ci w identyfikacji “0”
ponad 90% dla 20% obserwacji. Model z 123 zmiennymi osiagnat 50%+ celnosci w zestawach Training i
Testing, ale proporcja przewidzianych “1” wynosita 11% i 14%. Z powodu Sieci Neuronalnych bedacych metoda

,,Black Box”, zrozumienie wazno$ci zmiennych nie moze zostac osiagnigte.

Walidacja zalozen

Nie zrobiono zadnych zatozen o formie prawdziwej funkcjonalnej zalezno$ci oraz oszacowania formy
funkcji. Te modele nie potrzebowaty liniowej zaleznosci pomig¢dzy zalezng i niezalezng zmienng. W
rzeczywistosci, te modele wspieraly wiele typéw zaleznosci. Rowniez, zmienne nie musiaty by¢
heteroscedastyczne dla kazdego poziomu zmiennych niezaleznych. Zamiast tego, analiza skupila si¢ tylko na

mozliwo$ciach predykcyjnych modeli.

Walidacja Modeli
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Tradycyjne metody Weryfikacji i Walidacji (V&V), takie jak cross-walidacja nie moga by¢ zastosowane

do Sieci Neuronowych z powodu ich struktury ,,Black Box™ °. Jedyng walidacja modelu stworzonego z uzycia

zbioru danych Testing bylo zastosowanie wstrzymania zbioru danych Testing.

Podejscie Szeregow Czasowych

Rozumowanie dla zdefiniowania predykcji w matrycy pomytek jest nastgpujaca:

e Jezeli predykcja jest ponad celem cenowym a faktyczna wchodzi ponad cel cenowy, jest prawdziwie

pozytywna.

o Jezeli predykcja jest ponad celem cenowym a faktyczna wchodzi ponizej cel cenowy, jest fatszywie

pozytywna.

o Jezeli predykcja jest ponizej celu cenowego a faktyczna wchodzi ponizej celu cenowego, jest

prawdziwie negatywna.

o Jezeli predykcja jest ponizej celu cenowego a faktyczna wchodzi powyzej celu cenowego, jest

falszywie negatywna.

Model zostal po raz pierwszy wytrenowany ze wszystkimi danymi poczynajac w 1975 do pierwszego
sygnatu w 2005. Potem, zostat odbudowany dla kazdego sygnatu do konca 2014 i zostata przeprowadzona
Walidacja Postgpowa uzywajac danych z 2015-2019. Kazdy komponent Trendu i Regresji zostat uzyty osobno,
potem zostaly rankingowane na podstawie mocy predykcyjnej. Dla ostatecznego modelu najlepszy komponent
Trend zostat najpierw wybrany, nastgpnie komponenty Trend zostawaly dodane do momentu, kiedy model

przestal si¢ ulepszac¢. Nastgpnie komponenty Regresja zostaly dodane w ten sam sposob.

Ostateczny model sktada si¢ z dwoch komponentéw trendowych (Trend Lokalny Ceny Zamknigcia i

Trend Lokalny Ceny Wysokiej) i dwoch komponentéw regresyjnych (opdznienie 3-dniowe Ceny Zamknigcia i 3-

dniowe opdznienie Ceny Wysokiej). Celnos¢ predykceji dla okresow Training i Walidacja jest znacznie wyzsza

niz dla wszystkich innych modeli wcze$niej branych pod uwage. Tabela 9. Bezposrednie porownanie jest jednak

niemozliwe, z powodu réznic w podejsciach i tego, jak zmienna zalezna jest uzyta dla modelowania.

Testing Training
Zdarzenie
) Przewidywane “0” Przewidywane “1” Przewidywane “0” Przewidywane “1”
(Wybor Losowy)
(Doktadno$¢ %) (Doktadnos¢ %) (Doktadno$¢ %) (Doktadnos¢ %)

0 (70%) 33 (86%) 4 99 (92%) 10

1 (30%) 5 16 (75%) 9 30 (75%)
Przewidywany

. 66% 34% 73% 27%
% od catosci

Tabela 9. Macierz btgdu modelu BSTS z 4 sktadnikami

9 Tim Menzies, Charles Pecheur. Verification and Validation and Artificial Intelligence. Advances in Computers , 2005,65.
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Opisowa Analiza Wynikéw

Jak wyjasniali$my w naszej sekcji analizy opisowej, zwiazek mi¢dzy zalezng i niezaleznymi zmiennymi

jest staby i nieliniowy. To przeszkodzilo nam w zrozumieniu wazno$ci pewnych zmiennych predyktywnych.

Wyniki Modelowania

Moc predyktywna danych historycznych:

Przez konstrukcje wielu modeli predyktywnych uzywajacych réznych technik uczenia maszynowego,
dane cen historycznych pokazaty, ze maja sredniag moc predyktywna dla tworzenia si¢ nowych trendow

wzrostowych.

Najlepszy model Sieci Neuronowych z powodzeniem przewidzial 35% wszystkich przypadkow “1” w
zestawie Training i 31% w zestawie Testing. W tym przypadku, informacja o historycznej cenie nie moze by¢
uzyta jako jedyny predyktor w tworzeniu nowego trendu wzrostowego. Jednakze, moze by¢ uzyty jako poradnik

do potencjalnej zyskownosci i pomoc z decyzjami, jak wiele kapitatu ulokowaé na kazda transakcje.

Podejscie serii czasowych przewidziato ponad 70% udanych transakcji i moze by¢ uzyte jako podstawa

dla strategii handlowej, ale jej wydajno$¢ musi by¢ monitorowana w celu zapewnienia ciagtej celnosci.

Znaczenie zmiennych

Dwadzies$cia cztery zmienne wybrane uzywajac metodologii IV 1 WOE wydawaly si¢ mie¢ podobne,
jezeli nie lepsze, sity predykcyjne jak sto dwadziescia trzy zmienne. Metodologie IV i WOE mogg wigc by¢
uzyte niezaleznie od natury zwigzku mi¢dzy przewidywanymi zmiennymi i predyktorami. Indywidualne
rezultaty wybranych 24 zmiennych nie sa mozliwe do uzyskania z powodu natury “Black Box” Sieci

Neuronowych.

PODSUMOWANIE

Ta analiza spotkata si¢ z wieloma wyzwaniami. Nie bylo istniejacych badan, a uzyte metody byty
eksperymentalne. Cho¢ celno$¢ ponad 40% jest na pewno lepsza niz Wybdr Losowy z 30%, ogélna ilos¢

przypadkow nie jest wystarczajaco wysoka, zeby model mogt zosta¢ uzyty jako jedyne narzedzie decyzyjne.

To badanie pomaga zrozumie¢ relacj¢ migdzy danymi historycznymi i tworzeniem si¢ nowych trendow.
Pomimo matego zbioru danych, moc predyktywna jaka historyczne ceny maja na nowe trendy zostata

udowodniona. Model moze by¢ uzywany jako poradnik do lokowania kapitatu przez handlarzy.

Najlepszy model binarny z tego bania osiagnat celne predykcje 33% zdarzen z celnoscia 43% a

najlepszy model Szeregdw Czasowych osiagnat celne predykcje 75% zdarzen z celnoscia 75%. W oparciu o te
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miary, mozemy odrzuci¢ hipotezg, ze historyczne ceny moga zosta¢ uzyte do przewidzenia 90% zdarzen z

celnoscig ponad 50%.

Praktyczne wykorzystanie

Algorytmy uczenia maszynowego w tym badaniu mogg zosta¢ uzyte jako rozumowanie do alokacji
kapitalu. Modele Autoencoder moga zosta¢ uzyte do identyfikowania okolicznos$ci, w ktoérych mozliwosé
sukcesu jest ekstremalnie niska (8%) i albo wykluczy¢ je z rozwazan, albo uzy¢ nisko-ryzykownych strategii
takich jak strategia kalendarzowa. Jezeli obserwacja nie jest wykluczona przez model Autoencodera, NN moze
zosta¢ uzyte do alokacji kapitatu na bazie prawdopodobienstwa sukcesu. W obecnej formie, obserwacje z
obliczonym prawdopodobienstwem ponizej 0.5 maja 26% szansy na sukces, gdzie te z prawdopodobienstwem
powyzej 0.5 maja 42% szansy. Znaczy to, Ze szansa na obserwacje z grupy prawdopodobienstwa 0.5+ do bycia
zyskownymi jest 1.6 razy wyzsza. Do osiagni¢cia zbalansowanego podejscia do ryzyka, handlarz moze kupi¢

dwa kontrakty za kazdym razem prawdopodobienstwo jest ponizej 0.5 i trzy kontrakty, kiedy jest ponad 0.5.

Model szeregdéw czasowych BSTS moze zosta¢ uzyty do podejmowania decyzji inwestycyjnych

biezaco, poprzez wykonywanie transakcji za kazdym razem, gdy sugeruje je model.

Dalszy Rozwdj

Badanie moze by¢ rozszerzone to zbadania tego samego podejscia dla innych kontraktoéw Futures.
Dalsze badania moga réwniez dalej eksplorowac struktur¢ warstw ukrytych Sieci Neuronowych i dostosowywac
ich hiperparametry. Z powodu natury zbioru danych bedacej seriami czasowymi, podej$cia serii czasowych z
uzyciem Sieci Neuronowych z Pamigcig Diugotrwala i dalsze rozszerzenia prawdopodobienstwa subiektywnego

powinny by¢ zbadane.
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